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融合多源异构数据的图卷积神经网络混合推荐模型

刘　 铭， 何利力， 郑军红

（浙江理工大学 计算机科学与技术学院， 杭州 ３１００１８）

摘　 要： 推荐系统可以让用户在海量数据环境下挑选出自己真正需要的内容，为更全面地反映用户个人偏好，提高推荐的准

确度，本文提出一种融合多源异构数据和图卷积神经网络的混合推荐模型（ＭＨＤＧＣＮ）。 该模型融合用户评分和评论等用

户－项目交互数据，先将其转化为特征向量，然后将特征向量使用图卷积神经网络进行聚合和加权；接着采用 Ｔｒａｎｓｆｏｒｍｅｒ 重新

分配聚合后的权重系数；最后将聚合后的特征向量优化相关参数得到推荐结果。 经在真实数据集上的对比实验，ＭＨＤＧＣＮ
在准确率、召回率、平均倒数排名（Ｍｒｒ）、命中率和归一化折损累计增益（ＮＤＣＧ）５ 个指标上均优于基线方法，验证了模型的有

效性，提升了推荐模型的推荐性能。
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０　 引　 言

随着信息技术的快速迭代发展，信息过载问题

日益严重［１］。 传统的协同过滤推荐算法通过用户

的历史行为交互和用户偏好进行推荐［２］。 其中，矩
阵分解［３］是最流行的一种协同过滤算法。 该算法

使用特征向量来表示用户和项目，将用户和项目投

影到共享的潜在空间中，用户对项目的交互也被表

示为其潜在向量的内积［４］。 传统推荐算法基于其

快速训练和快速部署的特性，在一定程度上可以解

决信息过载问题，但无法很好地处理稀疏性大的数

据，导致推荐准确性不理想等相关问题［５］。
学者们为在一定程度上缓解数据稀疏性和提高

推荐性能，基于图的方法被应用到推荐系统中［６］。
图神经网络［７］（Ｇｒａｐｈ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，ＧＮＮ）中的图

结构利用节点之间应用推理发现新的连接，从而提

高推荐准确性和推荐项目多样性。 Ｗａｎｇ 等［８］ 提出

一种基于深度图卷积的用户－项目嵌入神经网络协

同过滤算法（ＮＧＣＦ），其主要通过传播嵌入用户－项
目的图结构，对用户－项目交互图中高阶连通性的

表达建模，之后通过矩阵分解协同过滤框架完成推

荐。 Ｈｅ 等［９］提出了一种名为 ＬｉｇｈｔＧＣＮ 的推荐算法



模型，其是一种基于深度图卷积的用户－项目嵌入

神经网络协同过滤算法，是在 ＮＧＣＦ 上进行的优化

和改进。 通过消融实验，证明了在邻域聚合时自信

息的多余，以及在损失函数方面进行了相关的优化。
由以上可知，基于图神经网络的协同过滤推荐算法

相比传统的卷积神经网络，能够在一定程度上缓解

数据稀疏性和提高推荐性能。 虽然基于 ＧＣＮ 的模

型能够有效提取节点之间的高阶信息，但因平滑问

题而无法加大对特征提取的深度。
为了进一步提高推荐性能和缓解数据的稀疏性

问题，通过引入注意力机制［１０］，捕获用户－项目之间

长距离的依赖关系，从而提高推荐性能和适应数据

稀疏性的数据集。 刘雨盺等［１１］ 基于 ＬｉｇｈｔＧＣＮ 进行

改进，将层组合系数改为可学习的模型参数，利用注

意力机制学习加权系数，进而优化目标节点的最终

嵌入表示，提升最终的推荐效果。 王巍等［１２］ 提出

ＧＣＡＣＦ 算法，使用改进的图神经网络算法提取特征

信息，并使用注意力机制重新分配特征信息的权重，
提高了推荐性能。

综上所述，在以上的模型中引入注意力机制有很

好的效果，但是缺乏对用户的兴趣、评论等相关特征

信息的使用。 因此，本文提出一种融合多源异构数据

和图卷积神经网络的混合动态推荐模型（Ｍｕｌｔｉ －
ｓｏｕｒｃｅ Ｈｅｔｅｒｏｇｅｎｅｏｕｓ Ｄａｔａ Ｇｒａｐｈ Ｃｏｎｖｏｌｕｔｉｏｎ Ｎｅｔｗｏｒｋ

Ｄｙｎａｍｉｃ Ｍｏｄｅｌ， ＭＨＤＧＣＮ）。 首先，该模型融合用户

评分和评论等用户－项目交互数据，将其转化为特征

向量，然后将特征向量使用图卷积神经网络进行聚合

和加权，之后采用 Ｔｒａｎｓｆｏｒｍｅｒ 重新分配聚合后的权

重系数，最后将聚合后的特征向量优化相关参数，得
到推荐结果。

１　 ＭＨＤＧＣＮ 模型

ＭＨＤＧＣＮ 模型需将初始的用户和项目相关信

息转换为 Ｏｎｅ－Ｈｏｔ 编码。 但 Ｏｎｅ－Ｈｏｔ 编码中的向

量彼此正交，用户和项目彼此之间没有相似关系，需
通过 ＷｏｒｄＶｅｃ２ 模型［１３］，将 Ｏｎｅ－Ｈｏｔ 转化为低纬度

的连续值，并将其中意思相近的词映射到向量空间

相近的位置，然后使用图卷积神经网络对用户项目

特征向量进行全特征迭代抽取相关信息，之后将图

卷积得到的用户－项目矩阵通过 Ｔｒａｎｓｆｏｒｍｅｒ 进一步

提取用户的偏好特征，将得到的用户－项目评分矩

阵进行一个全连接，通过 ｓｏｆｔｍａｘ 得出预结果。
ＭＨＤＧＣＮ 模型主要由 ４ 个模块组成，模块 １ 是

数据预处理阶段，模块 ２ 是图卷积神经网络对数据

特征聚合阶段，模块 ３ 是一种基于注意力机制的深

度学习模型（Ｔｒａｎｓｆｏｒｍｅｒ）的编码器（Ｅｎｃｏｄｅｒ）和解

码器（Ｄｅｃｏｄｅｒ），模块 ４ 是模型预测阶段。 ＭＨＤＧＣＮ
模型整体架构如图 １ 所示。
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图 １　 ＭＨＤＧＣＮ 模型结构
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１．１　 数据预处理

若有用户集合 Ｕ ＝ ｛ｕ１，ｕ２，…，ｕｎ｝ 和商品集合

Ｉ ＝｛ ｉ１，ｉ２，…，ｉｍ｝，ｎ 和 ｍ 分别为用户和商品的总数，
定义用户与商品的交互矩阵为 Ｅ ∈ Ｍｍ×ｎ，Ｅ ｉｊ ＝ ｛１，
ｒｅｖｉｅｗ｝， 表示用户 ｕｉ 对商品 ｉ ｊ 发生了交互，并进行

评论的内容。 对交互矩阵 Ｅ 进行 Ｏｎｅ－ｈｏｔ 编码［１４］，
再采用 Ｗｏｒｄ２ｖｅｃ 的 Ｓｋｉｐ－ｇｒａｍ 模型来获得稠密的

连续特征向量。
Ｓｋｉｐ－ｇｒａｍ 模型［１５］本质上是计算输入向量与目

标输出向量之间的余弦相似度，余弦相似度表示词

语之间的关系，最后进行 ｓｏｆｔｍａｘ 归一化。 其计算公

式为

ｐ ω０ ｜ ωｉ( ) ＝ ｅＵ０·Ｉｉ

∑
ｊ

ｅＵｊ·Ｉｉ
（１）

　 　 其中， Ｉｉ 是 Ｅｍｂｅｄｄｉｎｇ 层矩阵里的列向量，也是

ω ｉ 的输入矢量； Ｕ ｊ 是 ｓｏｆｔｍａｘ 层矩阵里的列向量，也
就是 ω ｉ 的输出矢量。

将得到的稠密连续特征向量按照一定的维度产

生 ｅ０
ｕ 和 ｅ０

ｉ 。 其中， ｅ０
ｕ 表示初始用户特征向量， ｅ０

ｉ 表

示初始商品特征向量。
１．２　 图卷积神经网络

图卷 积 网 络 （ Ｇｒａｐｈ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｔｗｏｒｋ，
ＧＣＮ）的作用类似于卷积神经网络 （ Ｃｏｎｖｏｌｕｔｉｏｎａｌ
Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，ＣＮＮ），但是 ＧＣＮ 主要操作的对象

是图数据。 通过提取用户－商品交互的网络图的空

间结构特征，每一个卷积层处理一阶邻域的特征信

息，通过多层的卷积层实现多阶邻域的聚合，最终实

现聚合各个节点的特征。 这种聚合各个邻居节点特

征的方式可以表示为

ｅ（ｋ＋１）ｕ ＝ ＡＧＧ（ｅ（ｋ）ｕ ，｛ｅ（ｋ）ｉ ：ｉ ∈ Ｎｕ｝） （２）
式中： ｅ（ｋ）ｕ 表示第 ｋ 层用户的嵌入， ｅ（ｋ）ｉ 表示第 ｋ 层

商家的嵌入， Ｎｕ 表示用户与商家的关联集合。
ＡＧＧ［１６］是一个抽象表示的聚合函数，是整个图卷积

神经网络的核心部分，通过多层的图卷积层来实现

多阶邻域的聚合，最终实现聚合各个节点的特征。
在图卷积神经网络模型中采用优化后简单加权

和聚合的方式，并选择再聚合时不与其本身相连接。
这种用户－项目交互的图卷积可以用公式表示为：

ｅ（ｋ＋１）ｕ ＝ ∑
ｉ∈Ｎｕ

１
　 Ｎｕ

　 Ｎｉ

ｅ（ｋ）ｉ （３）

ｅ（ｋ＋１）ｉ ＝ ∑
ｉ∈Ｎｉ

１
　 Ｎｉ

　 Ｎｕ

ｅ（ｋ）ｕ （４）

式中： ｅ ０( )

ｕ 、ｅ ０( )

ｉ 分别表示用户 ｕ 和商品 ｉ 的嵌入，

Ｎｉ、Ｎｕ 分别表示用户与商品的节点集，拉普拉斯范

数
１

　 Ｎｉ
　 Ｎｕ

表示商家对用户偏好的贡献程

度。 在经过多次卷积之后，可以得到用户和商品的

多个嵌入表示：

ｅｕ ＝ ∑
Ｋ

ｋ ＝ ０

１
ｋ ＋ １

ｅ（ｋ）ｕ （５）

ｅｉ ＝ ∑
Ｋ

ｋ ＝ ０

１
ｋ ＋ １

ｅ（ｋ）ｉ （６）

式中： １
ｋ ＋ １

表示第 ｋ 层嵌入聚合后嵌入表示的权

重，需要通过学习而不断变化的参数，且 １
ｋ ＋ １

≥

０。
１．３　 Ｔｒａｎｓｆｏｒｍｅｒ 神经网络

Ｔｒａｎｓｆｏｒｍｅｒ 由多层堆叠的 Ｅｎｃｏｄｅｒ 和 Ｄｅｃｏｄｅｒ
构成，且每层又包括多头注意力机制［１７］，以及残差

神经网络和归一化。 Ｔｒａｎｓｆｏｒｍｅｒ 的模型如图 ２ 所

示：

用户-项目特征 目标查询

多头注意力

残差连接

归一化

全连接

残差连接

归一化

全连接

残差连接

归一化

残差连接

归一化

多头注意力

残差连接

归一化

多头注意力

位置编码

Encoder

N?

N?

Decoder

残差连接

图 ２　 Ｔｒａｎｓｆｏｒｍｅｒ 模型结构

Ｆｉｇ． ２　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ｔｒａｎｓｆｏｒｍｅｒ ｍｏｄｕｌｅ

　 　 自注意力机制主要是模仿生物视觉的显著性检

测和选择性注意，建立长距离的依赖关系［１８］，解决

卷积神经网络的局限性。 因自注意力机制在对当前

位置的信息进行编码时，会过度的将注意力集中于

自身的位置，所以在此采用多头注意力机制可以生

成更加准确的全局嵌入向量。
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多头注意力机制将查询（Ｑｕｅｕｅ）、键（Ｋｅｙ）和值

（Ｖａｌｕｅ）分别进行不同的且经过训练的 ｈ （头的数

量）次 ３ 个维度线性投影，然后将其拼接起来再次

投影，得到最后的结果。 多头注意机制的项目嵌入

矩阵 Ｘ ＝ ［ｘ１，ｘ２，…，ｘｎ］ Ｔ ∈ Ｒｎ×ｄ，ｘｉ 为所有项目中第

ｉ 个项目的嵌入向量，输出为 Ｙ ＝ ［ｙ１，ｙ２，…，ｙｎ］ ∈
Ｒｎ×ｄ，ｙｉ 为经过多头注意力机制新生成的第 ｉ 个项目

的嵌入向量。 公式为：
ｈｅａｄ ＝ Ａｔｔｅｎｔｉｏｎ（Ｑ ＷＱ

ｉ ，Ｋ ＷＫ
ｉ ，Ｖ ＷＶ

ｉ ） （７）

Ａｔｔｅｎｔｉｏｎ Ｑ，Ｋ，Ｖ( ) ＝ ｓｏｆｔｍａｘ
Ｑ ＫＴ

　 ｄ
æ

è
ç

ö

ø
÷ Ｖ （８）

Ｙ ＝ Ｃｏｎｃａｔ（ｈｅａｄ１，…，ｈｅａｄｈ） Ｗｏ （９）
　 　 其中， Ｑ 表示查询；Ｋ 代表键；Ｖ 代表值；ＷＱ

ｉ 、
ＷＫ

ｉ 、ＷＶ
ｉ 分别为 ３ 个维度的投影矩阵； Ｗｏ 为权重矩

阵。 注意层直观的计算出所有值的加权和， 其中查

询 ｉ 和 ｊ 之间的权值与查询 ｉ 与 ｊ 之间的交互有关。

缩放因子
　 ｄ 是为了避免内积过大，尤其是在维度

较高的情况。
每个解码器有两个多头注意力机制层，第一个

多头注意力机制层采用了掩码［１９］ 的操作，主要是为

了遮盖当前位置之后的信息，确保当前位置的预测

结果只取决于当前位置输出。 第二个多头注意力机

制层和编码器中相同， 但是输入 Ｑ、Ｋ、Ｖ 来源不同，
Ｋ、Ｖ 通过最后一层的输出计算得出，Ｑ 则是由第一

个掩码注意力机制层的矩阵计算得出。
１．４ 预测层

将产生的所有用户和商品特征连接起来 （｛ｕ１
ｔ ，

…，ｕｎ
ｔ ｝ 表示用户特征、商家 ｛ ｉ１ｔ ，…，ｉｎｔ ｝ 表示商品特

征），计算用户向量和商品向量的内积，得出推荐的

分数。 再使用 ｓｏｆｔｍａｘ 函数，对所有的推荐分数进行

归一化， ｚ^ 表示用户对商家的综合评分矩阵，得到最

终预测评分应用于推荐列表 （ＴＯＰ － Ｎ） 推荐，其公

式如下：

ｙ^ｕ，ｉ ＝ ｕＴ
ｔ ｉｔ （１０）

ｚ^ ＝ ｓｏｆｔｍａｘ（ ｙ^ｔ） （１１）
１．５　 模型学习

本模型的任务是进行 ＴＯＰ － Ｎ 推荐，为了学习

模型参数，目标函数使用 ＢＰＲ 损失函数，其计算公

式为

ＬＢＰＲ ＝ ∑
（ｕ，ｉ，ｊ）∈ｏ

－ ｌｎσ（ ｙ^ｕｉ － ｙ^ｕｊ） ＋ λ‖θ‖２
２ （１２）

　 　 其中， ｏ ＝ ｛（ｕ，ｉ，ｊ） ｜ （ｕ．ｉ） ∈ Ｒ ＋，（ｕ．ｊ） ∈ Ｒ －｝
表示成对的训练数据； Ｒ ＋ 表示用户已经交互的集

合； Ｒ － 表示未进行交互的集合； λ 是 Ｌ２ 正则化系

数，防止过拟合。 本文使用 Ａｄａｍ 优化器，更新模型

参数。

２　 实验与分析

２．１　 实验环境

代码在开源的深度学习框架 Ｐｙｔｏｒｃｈ－１．５．１ 开

发， 底 层 为 Ｐｙｔｈｏｎ３． ８． ３， 所 用 操 作 系 统 为

Ｗｉｎｄｏｗｓ１０。
２．２　 数据集

本文使用的实验数据来自于亚马逊［２０］ 公开数

据集中较常用的 Ｋｉｎｄｌｅ＿Ｓｔｏｒｅ 和 Ｖｉｄｅｏｓ＿Ｇａｍｅｓ 数据

集，数据集的统计见表 １。
表 １　 数据集

Ｔａｂｌｅ １　 Ｓｔａｔｉｓｔｉｃｓ ｏｆ ｄａｔａｓｅｔｓ

数据集名称 用户数 物品数 评论数 稀疏度 ／ ％

Ｋｉｎｄｌｅ＿Ｓｔｏｒｅ ６８ ２２３ ６１ ９３５ ９８２ ６１９ ９９．９７

Ｖｉｄｅｏｓ＿Ｇａｍｅｓ ２４ ３０３ １０ ６７２ ２３１ ７８０ ９９．９１

２．３　 实验评价指标

在实验中，使用召回率 （Ｒｅｃａｌｌ＠ Ｎ）、平均倒数

排名（Ｍｒｒ＠ Ｎ）、命中率（Ｈｉｔ＠ Ｎ）、归一化折损累计

增益（ＮＤＣＧ＠ Ｎ）、准确率（Ｐｒｅｃｉｓｉｏｎ＠ Ｎ）５ 个指标

来评估 ＴＯＰ － Ｎ 推荐的性能。
召回率是一种计算数据集中相关项目分数的方

法， 表示正确预测为正占全部正样本的比例，其计

算公式为

Ｒｅｃａｌｌ＠ Ｎ ＝
Ｉｕ ∩ Ｉｒ

Ｉｒ
（１３）

　 　 平均倒数排名是计算由算法找到的第一个相关

项在实际推荐列表中的排名，其计算公式为

Ｍｒｒ＠ Ｎ ＝ １
Ｉｒ
∑
ｕ∈Ｕ

１
ｒａｎｋ∗

ｕ

（１４）

　 　 其中， ｒａｎｋ∗
ｕ 算法是为用户找到的第一个相关

项的排名位置。
命中率是计算每个用户在 Ｔｏｐ － ｋ 列表中属于测

试集合的总数与测试集合的总数比，其计算公式为

Ｈｉｔ＠ Ｎ ＝
Ｉｕ
Ｉ

（１５）

　 　 归一化折损累计增益是考虑每个商品实际的相

关性与前后顺序，相当于不同的用户之间进行标准

化，其计算公式为

ＮＤＣＧ＠ Ｎ ＝
∑

ｐ

ｉ ＝ １

２ｒｅｌｉ － １
ｌｏｇ２ ｉ ＋ １

∑
｜ ＲＥＬ｜

ｉ ＝ １

２ｒｅｌｉ － １
ｌｏｇ２ ｉ ＋ １

（１６）
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　 　 其中， ｒｅｌｉ 代表用户对 ｉ 这个位置上的相关度；
｜ ＲＥＬ ｜ 表示按照相关性从大到小进行排序的结果，
取前 Ｐ 个结果组成的集合。

准确率主要体现推荐算法所产生的推荐项目中

用户感兴趣商家所占的百分比：

Ｐｒｅｃｉｓｉｏｎ＠ Ｎ ＝
Ｉｕ ∩ Ｉｒ

Ｉ
（１７）

２．４　 基准算法及参数设置

本次实验使用基准算法如下：
（１）ＮＧＣＦ［８］是一种基于深度图卷积神经网络，

主要通过传播嵌入用户－项目的图结构，对用户－项
目交互图中高阶连通性的表达建模，之后通过矩阵

分解协同过滤框架完成推荐。
（２）ＬｉｇｈｔＧＣＮ［９］在 ＮＧＣＦ 基础上进行优化和改

进，是一种基于深度图卷积的用户－项目嵌入神经

网络协同过滤算法。 通过消融实验，证明了在邻域

聚合时多余的自信息，以及进行了相关的优化后完

成推荐。
（３）ＬｉｇｈｔＧＣＮ－ｓ［１１］基于 ＬｉｇｈｔＧＣＮ 进行改进，将

层组合系数改为可学习的模型参数，利用注意力机

制学习加权系数，进而优化目标节点的嵌入表示，为
后续的排名预测提供更加有效的嵌入向量，从而提

升最终的推荐效果。
（４）ＧＣＡＣＦ［１２］ 使用改进的图神经网络算法提

取特征信息，并使用注意力机制重新分配特征信息

的权重，以此进行推荐。
实验按照 ８ ∶ １ ∶ １ 的比例在用户维度上随机划

分数 据 集 来 构 建 训 练 集、 验 证 集 和 测 试 集；
ＭＨＤＧＣＮ 模型超参数的设置见表 ２。

表 ２　 模型的超参数设置

Ｔａｂｌｅ ２　 Ｈｙｐｅｒｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇｓ

超参数名称 参数值

用户、项目嵌入维数 ６４

优化器 Ａｄａｍ

学习率 ０．００１

批处理大小 ２５６

Ｌ２ 正则项系数 １ｅ－２

２．５　 实验结果分析

２．５．１　 不同推荐算法比较

为了评估 ＭＨＤＧＣＮ 模型的性能，在 Ａｍａｚｏｎ －
Ｋｉｎｄｌｅ＿Ｓｔｏｒｅ 数据集进行实验，通过设置 ＴＯＰ － Ｎ 模

拟不同程度的稀疏数据场景，不同推荐算法在稀疏

场景下的性能试验结果如图 ３～图 ７ 所示：
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图 ３　 召回率曲线

Ｆｉｇ． ３　 Ｃｕｒｖｅ ｏｆ ｒｅｃａｌｌ ｒａｔｅ
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图 ４　 平均倒数排名曲线

Ｆｉｇ． ４　 Ｃｕｒｖｅ ｏｆ ＭＲＲ
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图 ５　 命中率曲线

Ｆｉｇ． ５　 Ｃｕｒｖｅ ｏｆ Ｈｉｔ ｒａｔｅ
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图 ６　 归一化折损累计增益曲线

Ｆｉｇ． ６　 Ｃｕｒｖｅ ｏｆ ＮＤＣＧ
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图 ７　 准确率曲线

Ｆｉｇ． ７　 Ｃｕｒｖｅ ｏｆ Ｐｒｅｃｉｓｉｏｎ

　 　 通过实验，统计了各算法在推荐个数为 ５、１０、
１５、２０、２５、３０、３５、４０、５０ 时的实验结果。 由图可以

看出，ＭＨＤＧＣＮ 与基准算法在召回率、命中率以及

归一化折损累计增益指标与推荐项目个数成正比，
与准确率成反比。 加入注意力机制的 ＬｉｇｈｔＧＣＮ－ｓ
和 ＧＣＡＣＦ 的推荐性能明显好于 ＬｉｇｈｔＧＣＮ 模型，说
明引入注意力机制能在一定程度上提升模型的推荐

性能。 ＭＨＤＧＣＮ 相比于几种基准算法在推荐性能

指标 Ｒｅｃａｌｌ、ＭＲＲ、Ｈｉｔ、ＮＤＣＧ、Ｐｒｅｃｉｓｉｏｎ 上均有显著

提升。
为了验证模型的有效性，在参数不变的情况下，

对 Ａｍａｚｏｎ－Ｖｉｄｅｏｓ＿Ｇａｍｅｓ 数据集进行实验，结果见

表 ３。

表 ３　 Ｖｉｄｅｏｓ＿Ｇａｍｅｓ实验结果

Ｔａｂｌｅ ３　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ Ｖｉｄｅｏｓ＿Ｇａｍｅｓ

模型 指标
Ｎ

５ １０ １５ ２０ ２５ ３０ ３５ ４０ ４５ ５０

ＮＧＣＦ Ｒｅｃａｌｌ＠ Ｎ ０．１１３ ０ ０．１７８ ７ ０．２３０ ６ ０．２７２ ２ ０．３０９ ０ ０．３３８ ９ ０．３７２ ０ ０．３９６ １ ０．４２１ ６ ０．４４０ ５

ＭＲＲ＠ Ｎ ０．４１０ ９ ０．４２９ １ ０．４３４ １ ０．４３４ ２ ０．４３８ ０ ０．４３６ ６ ０．４３４ ０ ０．４２９ １ ０．４３４ ５ ０．４３９ ９

Ｈｉｔ＠ Ｎ ０．６０９ ５ ０．７４５ ０ ０．８０８ ５ ０．８５３ ６ ０．８８２ ４ ０．９０１ ４ ０．９２１ ０ ０．９３０ ５ ０．９４０ ７ ０．９４８ ３

ＮＤＣＧ＠ Ｎ ０．２５０ ９ ０．２４３ ９ ０．２４２ ５ ０．２５４ ４ ０．２６４ ９ ０．２７２ ３ ０．２７９ ６ ０．２８９ ７ ０．２９５ ３ ０．３０４ ０

Ｐｒｅｃｉｓｉｏｎ＠ Ｎ ０．２１９ ３ ０．１８０ ６ ０．１５８ ７ ０．１４０ ２ ０．１３２ ０ ０．１２１ ８ ０．１１３ ９ ０．１０８ ９ ０．１０１ ２ ０．０９８ ４

ＬｉｇｈｔＧＣＮ Ｒｅｃａｌｌ＠ Ｎ ０．１０５ １ ０．１７７ ８ ０．２２８ ５ ０．２６９ ２ ０．２９８ ２ ０．３３６ ５ ０．３６５ ２ ０．３９１ ９ ０．４１６ ４ ０．４３４ ２

ＭＲＲ＠ Ｎ ０．４０６ ９ ０．４２７ ０ ０．４３２ ４ ０．４３５ ２ ０．４３６ ２ ０．４３０ ５ ０．４３４ ０ ０．４２６ ９ ０．４３２ ０ ０．４３０ ６

Ｈｉｔ＠ Ｎ ０．６１６ ８ ０．７４０ ８ ０．８００ ４ ０．８４５ ３ ０．８７６ ３ ０．８８４ ０ ０．９１７ ０ ０．９２９ ５ ０．９４０ ６ ０．９４８ ３

ＮＤＣＧ＠ Ｎ ０．２４６ ６ ０．２３５ ５ ０．２４２ ５ ０．２５３ ７ ０．２６１ ０ ０．２７０ ２ ０．２７７ ６ ０．２８７ ９ ０．２９３ ２ ０．３００ ９
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ＬｉｇｈｔＧＣＮ－ｓ Ｒｅｃａｌｌ＠ Ｎ ０．１２５ １ ０．１９６ ０ ０．２４８ ５ ０．２９４ ８ ０．３３３ １ ０．３６６ ７ ０．３９３ ４ ０．４２２ ４ ０．４４６ ３ ０．４７０ １

ＭＲＲ＠ Ｎ ０．４３５ ８ ０．４５５ ０ ０．４６０ ３ ０．４５７ ７ ０．４６１ ３ ０．４６３ ２ ０．４６３ １ ０．４６２ ４ ０．４６５ ２ ０．４６３ ４

Ｈｉｔ＠ Ｎ ０．６３８ ６ ０．７６８ ２ ０．８３５ ６ ０．８７６ ３ ０．９０４ ３ ０．９２１ ２ ０．９３４ ４ ０．９４７ ５ ０．９５７ ３ ０．９６４ ３

ＮＤＣＧ＠ Ｎ ０．２７０ ８ ０．２６３ ４ ０．２６７ ０ ０．２７４ ０ ０．２８３ ８ ０．２９３ ０ ０．３００ ２ ０．３０９ ０ ０．３１７ ３ ０．３２４ ７

Ｐｒｅｃｉｓｉｏｎ＠ Ｎ ０．２３６ ２ ０．１９３ ２ ０．１６８ １ ０．１５１ ２ ０．１３９ ３ ０．１２９ ５ ０．１２１ ０ ０．１１４ ４ ０．１０８ ５ ０．１０３ ６

ＧＣＡＣＦ Ｒｅｃａｌｌ＠ Ｎ ０．１４１ ５ ０．２００ ７ ０．２５２ ７ ０．２９７ ９ ０．３３４ ５ ０．３６７ ８ ０．３９５ ０ ０．４２３ ９ ０．４４８ ４ ０．４７２ ３

ＭＲＲ＠ Ｎ ０．４３７ ９ ０．４６１ １ ０．４６３ ４ ０．４６５ ７ ０．４６６ ８ ０．４６８ ３ ０．４６６ ６ ０．４６８ ３ ０．４６５ ７ ０．４６４ ３

Ｈｉｔ＠ Ｎ ０．６４７ ９ ０．７７７ ５ ０．８４６ ５ ０．８７７ ８ ０．９０５ ０ ０．９２３ ３ ０．９３６ ３ ０．９５１ ０ ０．９５７ ７ ０．９６６ ６

ＮＤＣＧ＠ Ｎ ０．２７０ ８ ０．２６４ ４ ０．２６９ ６ ０．２７７ ３ ０．２９２ ６ ０．３０３ １ ０．３０３ １ ０．３１１ ４ ０．３２６ ０ ０．３２９ ２

Ｐｒｅｃｉｓｉｏｎ＠ Ｎ ０．２３３ ８ ０．１９３ ３ ０．１７０ ３ ０．１５２ ６ ０．１３５ ９ ０．１３２ ７ ０．１２１ ０ ０．１１５ ０ ０．１０９ ７ ０．１０４ ３

ＭＨＤＧＣＮ Ｒｅｃａｌｌ＠ Ｎ ０．１５７ ６ ０．２２５ ３ ０．２６２ ３ ０．３１５ ０ ０．３４７ ６ ０．３７６ ３ ０．３９７ ７ ０．４２９ ７ ０．４５２ １ ０．４７７ ７

ＭＲＲ＠ Ｎ ０．４４０ ６ ０．４６３ １ ０．４６４ ４ ０．４７２ ７ ０．４６８ ３ ０．４６８ ８ ０．４６８ ８ ０．４６９ ７ ０．４７１ ６ ０．４７７ ３

Ｈｉｔ＠ Ｎ ０．６７９ ４ ０．７９１ ０ ０．８４７ ２ ０．８８２ ０ ０．９０８ ０ ０．９２５ ３ ０．９３５ ７ ０．９５１ ５ ０．９５８ ６ ０．９７６ ７

ＮＤＣＧ＠ Ｎ ０．２７１ ４ ０．２７１ ４ ０．２７３ ２ ０．２８０ ７ ０．２９８ ２ ０．３０９ ６ ０．３１１ ２ ０．３１９ ０ ０．３３１ ６ ０．３３６ ６

Ｐｒｅｃｉｓｉｏｎ＠ Ｎ ０．２４５ ２ ０．１９９ ５ ０．１７４ ３ ０．１５６ ５ ０．１４６ ２ ０．１３８ ０ ０．１２６ ０ ０．１２０ ５ ０．１１５ ７ ０．１０９ ７
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　 　 通过两个数据集的实验对比可得出，在稀疏性

较低的数据集中，所有推荐算法的性能都有一定的

提升，由此可以得出数据的稀疏性越低，推荐性能越

差。
２．５．２　 不同聚合阶数下的效果实验

为了探究本模型在不同聚合阶数下对推荐性能

的影响，分别在 Ｋｉｎｄｌｅ＿Ｓｔｏｒｅ 和 Ｖｉｄｅｏｓ＿Ｇａｍｅｓ 数据

集上进行实验，同时使用 Ｒｅｃａｌｌ＠ ５ 和 Ｐｒｅｃｉｓｉｏｎ＠ ５
对不同阶数的模型影响，其他参数保持不变。

根据表 ４ 可知，随着聚合阶数的增加，在两种数

据集上的召回率和准确率都有一定的提升。

表 ４　 不同聚合阶数下对推荐性能的影响

Ｔａｂｌｅ ４　 Ｅｆｆｅｃｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｐｏｌｙｍｅｒｉｚａｔｉｏｎ ｏｒｄｅｒｓ ｏｎ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ ｐｅｒｆｏｒｍａｎｃｅ

模型 指标
Ｋｉｎｄｌｅ＿Ｓｔｏｒｅ

１ ２ ３ ４

Ｖｉｄｅｏｓ＿Ｇａｍｅｓ

１ ２ ３ ４

ＭＨＤＧＣＮ Ｒｅｃａｌｌ＠ ５ ０．１２５ １ ０．１４３ ７ ０．１４８ ５ ０．１５０ ８ ０．１２８ ２ ０．１３６ ０ ０．１４０ ５ ０．１４３ ３

Ｐｒｅｃｉｓｉｏｎ＠ ５ ０．２２１ ０ ０．２２７ ９ ０．２３３ ８ ０．２３４ ６ ０．２１１ ４ ０．２１７ ５ ０．２２１ ５ ０．２２２ ９

２．５．３　 消融实验

为了探究各个模块对于整体模型的影响，分别

在 Ｋｉｎｄｌｅ＿Ｓｔｏｒｅ 数据集下进行了去除评论等相关特

征信息处理模块和去除 Ｔｒａｎｓｆｏｒｍｅｒ 模块两组实验。
具体实验结果如图 ８ 所示：

Precision@5

Recall@5

Precision@5

Recall@5

0 0.05 0.10 0.15 0.20 0.25 0 0.05 0.10 0.15 0.20 0.25

　 　 （ａ） 去除评论等相关信息处理模块　 　 　 　 　 　 　 　 （ｂ） 去除 Ｔｒａｎｓｆｏｒｍｅｒ 模块

图 ８　 消融实验对比

Ｆｉｇ． ８　 Ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔｓ

　 　 实验结果表明，去除评论等相关特征信息处理

模块的影响略小于 Ｔｒａｎｓｆｏｒｍｅｒ 模块，对整个模型的

影响约为 ４．３２％，而去除 Ｔｒａｎｓｆｏｒｍｅｒ 模块影响约为

６． ８５％。 由此可以看出， 对于评论特征提取与

Ｔｒａｎｓｆｏｒｍｅｒ 模块对于实验的结果都十分重要。
综上所述，本文提出的 ＭＤＨＧＣＮ 模型在各项指

标上都优于其他算法，推荐结果更好。 因此，加入用

户行为及评论信息使推荐更为准确；且融合图卷积

神经网络和 Ｔｒａｎｓｆｏｒｍｅｒ 得出的模型能够提高推荐

算法性能。

３　 结束语

ＭＨＤＧＣＮ 是一种融合多源异构数据和图卷积

神经网络的混合推荐模型，不仅能够基于用户评分、
评论和社交网络动态数据，而且还能通过图卷积神

经网络进行聚合和 Ｔｒａｎｓｆｏｒｍｅｒ 重新分配聚合后的

权重系数进行深度挖掘用户和项目的信息，提高推

荐算法性能。 通过在真实数据集上进行对比实验，
ＭＨＤＧＣＮ 在准确率、召回率、Ｍｒｒ、命中率和 ＮＤＣＧ
５ 个指标上均优于基线方法，验证了模型的有效性，
能够在一定程度上缓解数据稀疏性问题，提升推荐

模型的推荐质量。
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