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摘　 要： 针对传统粒子群优化算法在求解复杂优化问题时容易陷入局部最优和停滞的问题，提出采用种群熵启动反向学习的

动态多种群粒子群算法。 借鉴狮群算法划分狮群的思想，采用动态多种群划分策略，将粒子划分成 ３ 个不同行为子群，对其实

施不同的位置更新公式，保持粒子在搜索过程中的多样性；在迭代阶段，为避免算法早熟，构建了各维重心反向变异策略丰富

变异备选个体，并结合种群熵指标进行种群状态评价适时启动变异策略，帮助粒子跳出局部最优。 最后，通过 ８ 个基准测试函

数与同种类 ６ 种经典和新型改进算法，在不同维度下进行测试对比。 数值实验结果表明，改进策略显著提升了粒子群算法搜

索能力，在搜索精度和搜索速度方面均优于其他对比算法。
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０　 引　 言

群智能优化技术是个体通过简单行为和协作机

制，使群体涌现出复杂智能的一种技术，已经在众多

领域得到了有效应用，表现出了优秀的优化能力。
粒子群算法（Ｐａｒｔｉｃｌｅ Ｓｗａｒｍ Ｏｐｔｉｍｉｚａｔｉｏｎ， ＰＳＯ）作为

群智能技术中的一种，由 Ｋｅｎｎｅｄｙ 和 Ｅｂｅｒｈａｒｔ［１－２］ 受
鸟群寻觅食物行为的启发而提出。 粒子群算法具有

结构简洁、参数少和鲁棒性强等特点，在工程科学领

域得到广泛应用。 但其在求解复杂高维度函数时，
容易出现群体早熟，导致陷入局部最优的不足，影响

对复杂问题的求解。 针对该问题， 众多学者从多方

面提出了改进方案。 例如，在增加参数指标精英选

择等不同策略方面：Ｚｈａｏ 等［３］ 引入参数指标来判断

粒子是否进入早熟状态；孙辉等［４］ 提出混合均值中

心的概念，并对其进行反向学习去增加粒子的开发

能力；刘天宇等［５］引入基于权重向量的多样性指标

来检测粒子的多样性，并采用自适应变异策略对外

部种群进行更新。 另外，通过改变粒子种群间的拓

扑结构来选择学习榜样也得到较好的结果。 如：李
文锋等［６］采用聚类算法对种群拓扑结构进行动态

划分，以促进子群间信息流通；Ｊｉａｎｇ 等［７］ 利用双层

粒子群结构增强两个层次粒子群的相互协作，以提



高粒子搜索效率；Ｃｈｅｎ 等［８］提出的新型双层种群结

构中采用两种不同控制参数的推理突变操作产生精

英粒子，以保证种群多样性。
为进一步提高粒子的寻优能力，帮助粒子更好

地跳出局部最优，近年反向学习策略受到学者的青

睐。 周凌云等［９］提出邻域重心反向学习策略，以邻

域重心作为参考点计算全局最优位置的反向解，充
分吸收群体的搜索经验，保持了种群的多样性。 夏

学文等［１０］利用适应度值较差的粒子指导部分粒子

进行反向学习，从而保持粒子种群的多样性。 唐可

心等［１１］在算法迭代后期，引入基于时变概率实施反

向学习策略和邻域扰动操作，对全局最优个体施加

混合变异，帮助粒子跳出局部最优。 Ｃｈｅｎ 等［１２］ 对

随机初始化的粒子采用反向学习策略，选取最优粒

子做初始种群。 虽然上述研究均在一定程度上提升

了个体搜索能力，说明丰富种群多样性的反向学习

是有效的，但对于何时启动反向学习从而避免计算

资源浪费，现有研究还缺少深入分析。 另外，在群体

搜索过程中，如何有效评价群体状态以赋予不同搜

索行为，也是提升算法性能重要问题。 曹玉莲等［１３］

基于拟熵物理量来判断何时启动传统的局部搜索策

略。 孙骞等［１４］提出一种基于熵模型的粒子群优化

算法，通过粒子的熵模型这一概念比较粒子的聚集

程度，便于后期进行局部搜索。 熵模型研究为进行

群体状态评价提供了有效的路径。 本文基于种群状

态赋予不同搜索能力的角度出发，提出了一种采用

种群熵启动反向学习的动态多种群粒子群算法

（Ｄｙｎａｍｉｃ Ｍｕｌｔｉ － ｓｗａｒｍ Ｐａｒｔｉｃｌｅ Ｓｗａｒｍ Ｏｐｔｉｍｉｚａｔｉｏｎ
ｕｓｉｎｇ Ｐｏｐｕｌａｔｉｏｎ Ｅｎｔｒｏｐｙ ｔｏ Ｓｔａｒｔ Ｒｅｖｅｒｓｅ Ｌｅａｒｎｉｎｇ，
ＤＭＰＳＯ－ＰＥＲＬ），算法基于狮群狩猎划分狮群种类

的思想，将粒子群动态划分为 ３ 个种群，根据粒子在

搜索空间的不同位置，采用适合的更新策略，让各个

子群充分地探索解空间，加强算法的开发和探索能

力。 同时，采用种群熵指标来反映粒子群的聚集程

度和多样性，作为启动各维重心反向学习策略的判

断条件，避免反向学习算子频繁启动，节省计算资

源，帮助粒子跳出局部最优。

１　 算法基本原理

１．１　 标准粒子群优化算法

设种群大小为 Ｎ 的粒子群，在维度为 Ｄ 的空间

中搜索，第 ｉ 个粒子在解空间的位置为 ｘｉ ＝ （ｘｉ１，ｘｉ２，
ｘｉ３，…，ｘｉＤ），ｉ ＝ １， ２， ３， …， Ｎ，粒子的速度可表示

为 ｖｉ ＝ （ｖｉ１， ｖｉ２， ｖｉ３， …， ｖｉＤ）。 同样的，粒子的个体

极值可表示为 ｐｂｅｓｔｉ ＝ （ｐｉ１，ｐｉ２， ｐｉ３， …， ｐｉＤ），种群的

全局极值为ｇｂｅｓｔ ＝ （ｇ１， ｇ２， ｇ３， …， ｇＤ）。 迭代到第

ｔ 代时，粒子的速度和位置依据公式（１）、公式（２）
更新：

ｖｔ ＋１ｉｄ ＝ ｗｖｔｉｄ ＋ ｃ１ｒ１（ｐｔ
ｉｄ － ｘｔ

ｉｄ） ＋ ｃ２ｒ２（ｇｔ
ｄ － ｘｔ

ｉｄ） （１）
ｘｔ ＋１
ｉｄ ＝ ｘｔ

ｉｄ ＋ ｖｔ ＋１ｉｄ （２）
　 　 其中， ｗ 为惯性权重；ｃ１、ｃ２ 为学习因子；ｒ１、ｒ２ 为
区间［０， １］ 上均匀分布的随机数。
１．２　 狮群算法基本原理

狮群算法［１５］ 在求解优化问题时，将狮群分为

３ 类：狮王、母狮和幼狮。 狮王是狮群中最强壮的

个体，保护领地，并分配食物，还要面对挑战；母狮

主要负责捕猎，先大范围勘探，当靠近食物时会进行

围猎；幼狮在饥饿时靠近狮王，等待分配食物，进
食后，跟随母狮深度捕猎，长大后可以挑战狮王。 不

同种群的位置更新方式不同，狮王在最佳位置处小

范围移动确保自己的特权，按公式 （３） 更新自身

位置：
ｘｔ ＋１
ｉ ＝ ｇｔ（１ ＋ γ‖ｘｔ

ｉ － ｇｔ‖） （３）
　 　 母狮与另外一母狮协作进行全局搜索，按公式

（４）更新位置：

ｘｔ ＋１
ｉ ＝

ｘｔ
ｉ ＋ ｘｔ

ｃ

２
（１ ＋ αｆγ） （４）

　 　 幼狮根据公式（５）的 ３ 种行为更新自身位置：

　 ｘｔ ＋１
ｉ ＝

ｇｔ ＋ ｘｔ
ｉ

２
（１ ＋ αｃγ） ，　 ｑ ＜ １

３
ｘｔ
ｍ ＋ ｘｔ

ｉ

２
（１ ＋ αｃγ），　

１
３

≤ ｑ ≤ ２
３

ｇ－ ｔ ＋ ｘｔ
ｉ

２
（１ ＋ αｃγ），　

２
３

≤ ｑ ＜ １

ì

î

í

ï
ï
ï
ï

ï
ï
ï
ï

（５）

其中， ｇｔ 为第 ｔ 代群体最优位置；γ 为服从正态

分布 Ｎ（０，１） 的随机数；ｘｉ
ｔ 为第 ｔ 代第 ｉ 头狮子的历

史最佳位置；ｘｃ
ｔ 为在第 ｔ 代母狮群中被随机挑选协

作伙伴的历史最佳位置；αƒ 为母狮移动扰动因子；
αｃ 为幼狮移动扰动因子；ｘｍ

ｔ 为被幼狮跟随的母狮的

历史最佳位置；`ｇ 为第 ｉ 个幼狮在捕猎范围内被驱

赶的位置；ｑ 为 Ｕ（０，１ ） 均匀分布随机数。

２　 种群熵启动反向学习的动态多种群粒子

群算法

２．１　 动态多种群的划分策略

２．１．１　 划分思路

借鉴狮群算法的种群划分思想，在每一代进化
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时，依据粒子适应度值进行子群动态划分，适应度值

最好的粒子称为“ ｔｏｐ 粒子”，适应度值较好的部分

粒子称为“次 ｔｏｐ 粒子”， “ ｔｏｐ 粒子”和“次 ｔｏｐ 粒

子”总个数占种群数的比例为 β，适应度值最差的部

分粒子称为“弱 ｔｏｐ 粒子”。 “次 ｔｏｐ 粒子”进行全局

搜索，引领“弱 ｔｏｐ 粒子”勘探更广的解空间区域进

行深度挖掘，寻找最优位置。
相比于固定划分粒子的多种群，动态划分粒子

种群方式可以赋予个体更多不同的学习方式，避免

过度限制粒子的自由，促进粒子间的信息交流，以提

高算法的搜索效率。
２．１．２　 不同种群粒子的更新机制

（１） “ｔｏｐ 粒子”更新机制

借鉴狮群算法中雄狮位置的更新方式，定义

“ｔｏｐ 粒子”主要留守当前最优适应度位置，游走在

其周围进行深度搜索。 本文提出公式（６）对其进行

位置更新：
ｘｔ ＋１
ｉ ＝ ｄｉｓ·ｇｔ（１ ＋ γ‖ｘｔ

ｉ － ｇｔ‖） ＋ ｖｔ ＋１ （６）
　 　 其中，极值扰动因子 ｄｉｓ［１６］ 采用非线性变化，以
平衡“ ｔｏｐ 粒子”迭代过程中全局搜索和局部搜索

能力。
中心极限定理指出，不论总体的分布情况如何，

大多统计量的分布近似正态分布［１７］。 因此，本文多

维解空间粒子的位置服从多元正态分布。 根据正态

分布 Ｎ（μ，σ２） 随机变量的概率规律， μ 描述了正态

分布的集中趋势，其对应了正态分布的峰值。 在多

维解空间中， ｇｔ 类似峰值 μ， “ｔｏｐ 粒子”在其周围游

走，“次 ｔｏｐ 粒子”和“弱 ｔｏｐ 粒子”分布在其两侧，这
样有利于搜索的粒子向峰值 ｇｔ 靠拢，加快算法的收

敛速度。
（２） “次 ｔｏｐ 粒子”更新机制

结合母狮觅食过程中迭代机制，从“次 ｔｏｐ 粒

子”中随机挑选一个粒子协助当前粒子进行全局搜

索，增加与其他粒子的信息交流，勘探更大范围的位

置。 “次 ｔｏｐ 粒子”采用公式（７）进行位置更新：

ｘｔ ＋１
ｉ ＝

ｘｔ
ｉ ＋ ｘｔ

ｃ

２
（１ ＋ αｆγ） ＋ ｖｔ ＋１ｉ （７）

　 　 其中， αƒ 为平衡扰动因子，计算见公式（８）；

αｆ ＝ ｓｔｅｐ·ｅｘｐ － １０ｔ
Ｔ

æ

è
ç

ö

ø
÷

１０

（８）

　 　 其中， ｓｔｅｐ ＝ ０．１· Ｘｍａｘ － Ｘｍｉｎ( ) ， 为“次 ｔｏｐ 粒

子”的移动步长； Ｘｍａｘ 为解空间最大边界；Ｘｍｉｎ 为解

空间最小边界；Ｔ 为最大迭代次数。
当 ｓｔｅｐ ＝ １ 时，“次 ｔｏｐ 粒子”的移动扰动因子

αƒ 的曲线如图 １ 所示。 从图中可见，扰动因子前期

接近于 １，有利于“次 ｔｏｐ 粒子”进行大范围的勘探；
后期逐渐趋近于 ０，让其进行深度的开采。
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图 １　 “次 ｔｏｐ 粒子”移动扰动因子 αƒ 变化图

Ｆｉｇ． １ 　 Ｔｈｅ ｃｕｒｖｅ ｏｆ ｔｈｅ ｍｏｖｅｍｅｎｔ ｄｉｓｔｕｒｂａｎｃｅ ｆａｃｔｏｒ αƒ ｏｆ ｔｈｅ
ｓｕｂ－ｔｏｐ ｐａｒｔｉｃｌｅ

　 　 （３）“弱 ｔｏｐ 粒子”更新机制

结合“弱 ｔｏｐ 粒子”的搜索特征，本文提出公式

（９）对其进行位置更新：

ｘｔ ＋１
ｉ ＝

ｇｔ ＋ ｘｔ
ｃ

２
（１ ＋ αｃγ） ＋ ｖｔ ＋１ｉ ， 　 ０ ≤ ｑ ≤ １

２

ｘｔ
ｉ ＋ ｓｉｎ（ ｒ·

ｘｉ

２
）·ｖｔ ＋１ｉ ，　 　 １

２
＜ ｑ ≤ １

ì

î

í

ï
ïï

ï
ï

（９）

　 　 其中， ｘｃ
ｔ 为随机挑选的“次 ｔｏｐ 粒子”的第 ｔ 代

历史最优位置； αｃ 是“弱 ｔｏｐ 粒子”的移动扰动因

子， αｃ ＝ （Ｔ － ｔ） ／ Ｔ 。 分析式（９） 可得：当 ０ ≤ ｑ ≤
１ ／ ２ 时， “弱 ｔｏｐ 粒子”位置更新公式的前面部分是

由“次 ｔｏｐ 粒子”的历史最佳位置和全局最优位置共

同决定，加强“弱 ｔｏｐ 粒子”与“次 ｔｏｐ 粒子”和“ ｔｏｐ
粒子”的信息交流，可引导粒子对解空间进行更精

细的搜索，加快了粒子向全局最优收敛的速度； 当

１ ／ ２ ＜ ｑ≤１时， 在位置更新的速度部分添加正弦扰

动因子，帮助“弱 ｔｏｐ 粒子”在进行搜索时跳出局部

最优。
２．２　 采用种群熵启动反向学习策略

２．２．１　 各维重心反向变异策略

优化高维复杂问题时，粒子在迭代后期往往易

陷入局部最优。 为了跳出局部极值点，一些研究采

用了反向学习策略，如邻域重心反向学习策略［４］、
混合均值中心反向学习策略［５］ 等。 目前，大多数学

者对最优粒子的变异都采用所有维度或随机挑选部

分维度进行变异的策略，对于高维复杂函数，计算其

适应度值时会受其他维度之间的干扰，导致某些维

度的更优值被其他维度的差值所掩盖，造成算法求

解效率的低下。 因此，本文对最优粒子采用各维重

１１第 ２ 期 梁晓磊， 等： 种群熵启动反向学习的动态多种群粒子群算法



心反 向 变 异 策 略 （ Ｄｉｍｅｎｓｉｏｎａｌ Ｃｅｎｔｅｒ ｏｆ Ｇｒａｖｉｔｙ
Ｒｅｖｅｒｓｅ Ｍｕｔａｔｉｏｎ Ｓｔｒａｔｅｇｙ，ＤＣＲＭＳ），避免了跨维干

扰，取得更优的反向变异解。
定义 １　 （重心）种群大小是 Ｎ， 维度是 Ｄ 的种

群为 （Ｘ１，Ｘ２，Ｘ３，…，ＸＮ）， 则整个种群的重心定义

为

Ｍｃｅｎ ＝
Ｘ１ ＋ Ｘ２ ＋ Ｘ３ ＋ … ＋ ＸＮ

Ｎ
æ

è
ç

ö

ø
÷ （１０）

　 　 定义 ２　 （重心反向学习） 　 假设 Ｘ ｉ ＝ （ｘ１，ｘ２，
ｘ３，…，ｘＤ） （Ｘｍａｘ ≤ ｘｉ ≤ Ｘｍｉｎ） 是 Ｄ维解空间的一个

可行解， 其反向解由公式（１１）确定：

Ｘ ｉ ＝ ２·ｒ·Ｍｃｅｎ － Ｘ ｉ （１１）
　 　 其中， ｒ 是 Ｕ（０，１） 随机数。

假设当前迭代过程中全局最优粒子为 ｇｂｅｓｔ， 则

根据公式（１２）， ｇｂｅｓｔ 的反向解 ｇｂｅｓｔ 为

ｇｂｅｓｔ ＝ ２·ｒ·Ｍｃｅｎ － ｇｂｅｓｔ （１２）
　 　 该策略利用公式（１０）计算种群重心，根据公式

（１１）计算各个维度上粒子的反向解，通过比较各个

维度上反向解和全局最优解的适应度值，得到全局

最优位置。 最后根据公式（１２）计算出全局最优位

置的反向解 ｇｂｅｓｔｉ。 根据以上步骤，每次迭代生成

的反向位置最多可达到 ２Ｄ 个，每生成一个反向解

就更新全局最优位置，这样充分利用种群信息找

到精度更高的解，获得优化问题的最优解的概率更

大。
２．２．２　 种群熵的定义

对于反向学习，常采用随机确定间隔代数或每

次迭代启动，这样未在合适的时机或频繁启动反向

学习策略，造成计算资源的浪费，增加算法在搜索过

程陷入局部最优的风险。 本文引入种群熵指标表征

粒子的聚集程度和多样性，从而根据熵值判断种群

是否陷入局部最优，从而启动反向学习。
基于粒子群算法特征，本文提出根据粒子适应

度值计算种群熵的公式（Ｐｏｐｕｌａｔｉｏｎ Ｅｎｔｒｏｐｙ， ＰＥ）：

ＰＥ ＝ １
ｅｘｐ Ｆｂ·Ｎ － Ｆｓ( ) ＋ １

（１３）

　 　 其中， Ｆｂ 是当前最优适应度值；Ｆｓ 是当前所有

粒子的适应度值之和；ＰＥ 可以反映种群的聚集程度

和多样性。
以 ３０ 维 Ｑｕａｄｒｉｃ 函数的种群熵变化为例（见图

２），分析启动反向学习策略前后的种群熵 ＰＥ 值变

化情况。 算法搜索前期，粒子进行全局探索，分布均

匀且多样性好， ＰＥ 值保持在 １；随着迭代的进行，

ＰＥ 值出现下降趋势，粒子快速向局部聚集，多样性

降低；当迭代到 １２０ 代时， ＰＥ 值下降到一定程度，
算法启动各维重心反向变异策略以跳出局部最优，
改善种群多样性，迭代后期种群收敛， ＰＥ 维持在

０．５。

0 20 40 60 80 100120140 160 180200
t

1.0

0.8

0.6

0.4

PE

启动后
启动前

图 ２　 种群熵变化曲线

Ｆｉｇ． ２　 Ｐｏｐｕｌａｔｉｏｎ ｅｎｔｒｏｐｙ ｖａｒｉａｔｉｏｎ

　 　 从种群熵 ＰＥ 变化曲线可以看出，在迭代前期

种群熵的值比较平稳，到某点急速下降，此时全局搜

索完成，种群多样性开始降低。 当种群熵下降到初

始种群熵的一定比例 λ 时，大部分粒子开始进入局

部搜索状态，本文中 λ 取 ０．９５［１２］。 当种群陷入局部

最优无法进一步探索，启动 ＤＣＲＭＳ 操作。 对于种

群陷入局部最优状态的判断采用公式（１４），条件连

续满足次数达到 Ｃｏｕｎｔ。
｜ ＰＥ（ ｔ ＋ １） － ＰＥ（ ｔ） ｜ ≤ ０．０１ （１４）

２．３　 算法步骤

步骤 １　 初始化种群。 在解空间， 随机产生 Ｎ
个粒子的位置 ｘｉ 和速度 ｖｉ，计算粒子的适应度值。
设定粒子速度的最大值 Ｖｍａｘ 和最小值 Ｖｍｉｎ，位置的

最大值 Ｘｍａｘ 和最小值 Ｘｍｉｎ，学习因子 ｃ１、ｃ２，维度 Ｄ，
最大迭代次数 Ｔ。

步骤 ２　 采用动态多种群划分策略，将粒子群

划分为“ｔｏｐ 粒子”、“次 ｔｏｐ 粒子”和“弱 ｔｏｐ 粒子”，
并计算出初始种群熵。

步骤 ３　 根据公式（１）和公式（６）更新“ ｔｏｐ 粒

子”的速度和位置；公式（１）和公式（７）更新“次 ｔｏｐ
粒子”的速度和位置；公式（１）和公式（９）更新“弱
ｔｏｐ 粒子”的速度和位置。

步骤 ４　 重新计算粒子的适应度值， 更新种群

的全局最优位置 ｇｂｅｓｔ 和粒子的个体最优位置

ｐｂｅｓｔ。
步骤 ５　 计算当次迭代的种群熵，判断算法是

否启动各维重心反向变异策略，若是，则按照公式

２１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １４ 卷　



（１２）更新全局最优位置，否则转至步骤 ６。
步骤 ６　 判断算法是否满足迭代的终止条件，

若满足，则转至下一步，否则转至步骤 ２ 进行下一步

迭代寻优。
步骤 ７　 输出全局最优值，算法结束。

２．４　 算法时间复杂度分析

从算法步骤来分析 ＤＭＰＳＯ－ＰＥＲＬ 算法的时间

复杂度。 由单次种群搜索行为分析可知，种群初始

化的时间复杂度为 Ｏ（Ｎ）；计算所有粒子适应度值

以及更新 ｐｂｅｓｔ 和 ｇｂｅｓｔ，其时间复杂度为 Ｏ（Ｎ）； 接

下来对粒子群进行动态划分种群，形成 ３ 种种群的

粒子，以此便于粒子间信息流通， 其时间复杂度为

Ｏ（Ｋ），Ｋ是常数且Ｋ≥１。 在个体行为更新中，与基

本 ＰＳＯ 算法稍有不同，“ｔｏｐ 粒子”、“次 ｔｏｐ 粒子”和
“弱 ｔｏｐ 粒子” 的位置速度更新的复杂度分别为

Ｏ（Ｄ）、Ｏ（（Ｎ·β － １）·Ｄ） 和 Ｏ（（Ｎ·（１ － β））·Ｄ）；
更新粒子适应度的时间复杂度为 Ｏ（Ｎ·Ｄ）。 按算

法的流程依次进行计算： ＤＭＰＳＯ－ＰＥＲＬ 算法的时间

复杂度为 ｍａｘ｛ Ｏ（Ｎ），Ｏ（（Ｎ·β － １）·Ｄ），Ｏ（（Ｎ·
（１ －Ｂｅｔａ））·Ｄ），Ｏ（Ｎ·Ｄ）｝。 由于 β ＜ １， 可知

ＤＭＰＳＯ－ＰＥＲＬ 算法的时间复杂度为 Ｏ（Ｎ·Ｄ）。
可见，在固定迭代次数 Ｔ 下，ＤＭＰＳＯ－ＰＥＲＬ 算

法的时间复杂度为 Ｏ（Ｔ·Ｎ·Ｄ）， 因此本文算法的

时间复杂度与基本 ＰＳＯ 算法的时间复杂度 Ｏ（Ｔ·

Ｎ·Ｄ） 相同。

３　 实验分析

３．１　 测试函数与实验设计

为检验算法有效性，本文选取 ８ 个标准测试函

数（见表 １）， 其中包括单峰函数（ ｆ１ － ｆ２） 和多峰函

数（ ｆ３ － ｆ８）。
表 １　 测试函数

Ｔａｂｌｅ １　 Ｔｅｓｔ ｆｕｎｃｔｉｏｎｓ

特征 测试函数 函数名称 搜索空间 极值 Ｆ＾

单峰函数 ｆ１ Ｓｐｈｅｒｅ ［－１００，１００］ ０
ｆ２ Ｑｕａｄｒｉｃ ［－１００，１００］ ０

多峰函数 ｆ３ Ｒｏｓｅｎｂｒｏｃｋ ［－２．０８４，２．０８４］ ０
ｆ４ Ｇｒｉｅｗａｎｋ ［－６００，６００］ ０
ｆ５ Ａｃｋｌｅｙ ［－３２，３２］ ０
ｆ６ Ｒａｓｔｒｉｇｉｎ ［－５，５］ ０
ｆ７ Ｓｃｈｗｅｆｅｌ ［－５００，５００］ ０
ｆ８ Ｗｅｉｅｒｓｔｒａｓｓ ［－０．５，０．５］ ０

　 　 本文将进行 ３ 组实验测试：参数 λ 的敏感性分

析；算法构造策略的有效性实验；与其它改进的 ＰＳＯ
算法在 ３０ 维和 ５０ 维的性能对比。 所有实验基于

ＭＡＴＬＡＢ２０１５ｂ，在平台采用 ｗｉｎ１０（６４ｂ），Ｉｎｔｅｌ（Ｒ）
Ｃｏｒｅ（ＴＭ） ｉ７ － ９７５０Ｈ，主频 ２． ６０ ＧＨｚ；ＲＡＭ １６． ００
ＧＢ 环境下统一测试。 实验中算法参数设置见表 ２，
对各测试函数独立运行 ３０ 次进行统计分析。

表 ２　 算法参数设置

Ｔａｂｌｅ ２　 Ａｌｇｏｒｉｔｈｍ ｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇｓ

算法 参数设置

ＧＡ Ｐｃ ＝ ０．７， Ｐｍ ＝ ０．３

ＳＰＳＯ ｃ ＝ １， ωｍａｘ ＝ ０．９， ωｍｉｎ ＝ ０．４

ＳＡＰＳＯ ｃ ＝ １， ωｍａｘ ＝ ０．９， ωｍｉｎ ＝ ０．４

ＣＬＰＳＯ ｃ ＝ １， ωｍａｘ ＝ ０．９， ωｍｉｎ ＝ ０．４， ｍ ＝ ５

ＤＭＰＳＯＲＨ ｃ１ ＝ １， ｃ２ ＝ ０．２， ｃ３ ＝ ０．３， ｗ ＝ ０．８∗ｅｘｐ（－ ０．５）＾（ｔ ／ Ｔ）

ＨＰＳＯ－ＴＳ ｃ ＝ １， ωｍａｘ ＝ ０．９， ωｍｉｎ ＝ ０．４， ｋ ＝ ５

ＤＭＰＳＯ－ＰＥＲＬ ｃ ＝ １， ωｍａｘ ＝ ０．９， ωｍｉｎ ＝ ０．４， λ ＝ ０．９５，Ｃｏｕｎｔ ＝ ２０

３．２　 参数敏感性分析

在 ＤＭＰＳＯ－ ＰＥＲＬ 算法中 Ｃｏｕｎｔ 是决定启动

ＤＣＲＭＳ 策略时机的重要参数，也影响算法的收敛速

度。 为了定量分析 Ｃｏｕｎｔ 取值对算法的影响，本文

采用 ８ 个标准测试函数，实验测试其敏感性。 其中，
Ｃｏｕｎｔ 从 ６０ 次到 ２０ 次间隔 １０ 取值， ３０ 次独立运行

实验的部分实验结果见表 ３。
　 　 从实验数据可见，Ｃｏｕｎｔ 取不同值时， 函数 ｆ３ 的

结果表现出最优值和最差值相差较大，函数 ｆ７ 得出

的实验结果相差不大。 由于函数 ｆ１、ｆ２、ｆ４、ｆ５、ｆ６ 和 ｆ８
的结果相同且全为 ０，因此未在表格中展示。 综合

对比，当 Ｃｏｕｎｔ ＝ ２０ 时，算法的整体效果最佳。
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表 ３　 不同 Ｃｏｕｎｔ 值测试函数结果对比（Ｄ＝３０ 维）
Ｔａｂｌｅ ３ 　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｅｓｔ ｆｕｎｃｔｉｏｎ ｒｅｓｕｌｔｓ ｆｏｒ ｄｉｆｆｅｒｅｎｔ ｃｏｕｎｔ

ｖａｌｕｅｓ （Ｄ＝３０ ｄｉｍｅｎｓｉｏｎ）

Ｆｕｎｃ Ｃｏｕｒｔ Ｍａｘ Ｍｉｎ Ｍｅａｎ

ｆ３ ６０ ２．８７Ｅ＋０１ ３．９４Ｅ－０７ １．９０Ｅ＋０１

５０ ２．８７Ｅ＋０１ ６．４４Ｅ－０７ ９．４３Ｅ＋００

４０ ２．８７Ｅ＋０１ １．１２Ｅ－０６ １．７９Ｅ＋０１

３０ ２．８７Ｅ＋０１ １．７２Ｅ－０７ １．６５Ｅ＋０１

２０ ２．８７Ｅ－０４ １．２２Ｅ－０６ ４．１２Ｅ－０５

ｆ７ ６０ ７．７１Ｅ－０４ ３．８２Ｅ－０４ ４．３８Ｅ－０４

５０ ６．１８Ｅ－０４ ３．８２Ｅ－０４ ４．２３Ｅ－０４

４０ ９．４０Ｅ－０４ ３．８２Ｅ－０４ ４．６７Ｅ－０４

３０ ８．５２Ｅ－０４ ３．８２Ｅ－０４ ４．３８Ｅ－０４

２０ １．２２Ｅ－０３ ３．８２Ｅ－０４ ４．７２Ｅ－０４

３．３　 算法构造策略有效性实验

本节将在标准 ＰＳＯ 算法的基础上，分别添加算

法策略，验证其有效性和策略叠加对算法搜索性能

的影响。 其中，ＳＰＳＯ 是标准的粒子群算法；ＤＭＰＳＯ
是基于标准粒子群算法添加动态划分多种群策略；
ＰＳＯ－ＰＥＲＬ 是基于标准粒子群算法添加种群熵启动

反向学习策略；ＤＭＰＳＯ－ＰＥＲＬ 是基于标准粒子群算

法的框架加入以上两种改进策略。 各算法在 ８ 个测

试函数下搜索结果见表 ４。
表 ４　 算法构造策略的有效性实验数据（Ｄ＝３０ 维）

Ｔａｂｌｅ ４　 Ｅｆｆｅｃｔｉｖｅｎｅｓｓ ｄａｔａ ｏｆ ａｌｇｏｒｉｔｈｍ ｃｏｎｓｔｒｕｃｔｉｏｎ ｓｔｒａｔｅｇｙ （Ｄ＝

３０ ｄｉｍｅｎｓｉｏｎ）

ＳＰＳＯ ＤＭＰＳＯ ＰＳＯ－ＰＥＲＬ ＤＭＰＳＯ－ＰＥＲＬ

ｆ１ ６．０２Ｅ－０３ ０ ８．１７Ｅ－１０６ ０

ｆ２ ２．５３Ｅ＋００ １．６１Ｅ－２００ １．１３Ｅ－３７ ０

ｆ３ ２．５４Ｅ＋０１ １．９１Ｅ＋０１ ２．８８ Ｅ＋０１ ４．１２Ｅ－０５

ｆ４ ３．９９Ｅ－０２ ０ ０ ０

ｆ５ ３．０１Ｅ＋００ ０ １．７８Ｅ－１５ ０

ｆ６ ４．１９Ｅ＋０１ ０ １．３５ Ｅ＋０１ ０

ｆ７ ６．２２Ｅ＋０３ ５．２２Ｅ－０５ ６．８８Ｅ＋０３ ４．７２Ｅ－０４

ｆ８ １．０７Ｅ＋０１ ０ ０ ０

　 　 在相同迭代次数下，本文提出的算法 ＤＭＰＳＯ－
ＰＥＲＬ 在 ８ 个测试函数中取得了 ８ 个最优结果，从
数据上可以看出 ＤＭＰＳＯ － ＰＥＲＬ 算法表现最优。
ＤＭＰＳＯ 算法和 ＰＳＯ－ＰＥＲＬ 算法分别取得 ５ 个和 ２
个最优结果，ＳＰＳＯ 算法未取得最优结果。

实验结果表明， ＤＭＰＳＯ－ＰＥＲＬ 算法在添加动

态多种群划分策略后，在搜索前期能帮助粒子勘探

较大的解空间，在搜索后期采用的基于种群熵启动

重心反向变异策略有效地帮助粒子跳出局部最优，

使得算法搜索到更优精度的解。 仅添加动态多种群

划分策略的 ＤＭＰＳＯ 算法，在搜索前期进行大范围

的勘探，锁定较好解的区域，但是局部搜索挖掘能力

不足，导致算法搜索精度不高。 添加种群熵启动反

向学习策略能帮助粒子有效地挖掘局部解的信息，
但是 ＰＳＯ－ＰＥＲＬ 算法前期勘探能力较弱，无法搜索

到较好解的区域易陷入局部最优。
综上所述，本文提出的两种策略都有积极作用，

并且将其融合能够促进算法在性能上大幅度提升，
取得较为满意的计算结果。
３．４　 与其他算法对比分析

为了进一步验证本文算法的有效性，选择 ＧＡ、
ＳＰＳＯ［１８］、 ＳＡＰＳＯ［１９］、 ＣＬＰＳＯ［２０］、 ＤＭＰＳＯＲＨ［１１］、
ＨＰＳＯ－ＴＳ［１６］与本文算法进行对比。 所有算法的种

群规模 Ｎ ＝ ３０，最大迭代次数 Ｔ ＝ ３ ０００。 根据相关

文献［１８－２０］，算法参数设置见表 ２，本次实验分别

对 Ｄ ＝ ３０ 和Ｄ ＝ ５０ 维数进行对比。 其中， Ｄ ＝ ３０ 的

算法运行时间如图 ３ 所示，实验结果见表 ５； Ｄ ＝ ５０
的收敛性曲线见图 ４。 由于两个维度下所得结论相

同，本文选择一个维度来展示。
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图 ３　 算法运行时间对比 （Ｄ＝３０ 维）
Ｆｉｇ． ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｒｕｎｎｉｎｇ ｔｉｍｅ （Ｄ＝３０ ｄｉｍｅｎｓｉｏｎ）

４１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １４ 卷　



３．４．１　 优化性能分析

表 ５ 中，单峰函数 ｆ１、ｆ２ 在测试中， ＤＭＰＳＯ －
ＰＥＲＬ 算法和 ＨＰＳＯ－ＴＳ 算法均取得理论上的最优

结果。 在多峰函数测试中， ＤＭＰＳＯ－ＰＥＲＬ 算法取

得了 ４ 个 （ ｆ４、 ｆ５、 ｆ６、 ｆ８） 理论上的最优结果，２ 个

（ ｆ３、 ｆ７） 对比算法中的最优值。 虽然 ＨＰＳＯ－ＴＳ 算

法也取得 ３ 个 （ ｆ４、ｆ６、 ｆ８） 最优值，但在函数 ｆ３、ｆ５、 ｆ７
中， ＤＭＰＳＯ－ＰＥＲＬ 算法表现更优。 特别在函数 ｆ５
上， 本文算法每次独立实验中都收敛到最优，在求

解质量和稳定性上表现最好；在函数 ｆ７ 上， ＣＬＰＳＯ

算法、ＤＭＰＳＯＲＨ 算法和本文算法所得到的最优解

表现最好，但稳定性不如本文算法。
　 　 ＤＭＰＳＯ－ＰＥＲＬ 算法在 ８ 个标准测试函数上均

能取得较好的求解结果，单峰函数表明了算法搜索

能力，多峰函数同时存在多个局部最优解，测试了算

法的全局探索开发能力。 与其他算法相比，本文算

法有着良好的收敛精度和稳定性，在迭代后期均启

动了变异策略帮助粒子跳出局部最优，有较强的全

局搜索能力和勘探能力。
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图 ４　 ８ 个函数测试曲线图（Ｄ＝５０ 维）
Ｆｉｇ． ４　 Ｃｕｒｖｅｓ ｏｆ ｅｉｇｈｔ ｔｅｓｔ ｆｕｎｃｔｉｏｎｓ （Ｄ＝５０ ｄｉｍｅｎｓｉｏｎ）
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表 ５　 函数测试实验结果（Ｄ＝３０ 维）
Ｔａｂｌｅ ５　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｆｕｎｃｔｉｏｎ ｔｅｓｔ （Ｄ＝３０ ｄｉｍｅｎｓｉｏｎ）

ＧＡ ＳＰＳＯ ＳＡＰＳＯ ＣＬＰＳＯ ＤＭＰＳＯＲＨ ＨＰＳＯ－ＴＳ ＤＭＰＳＯ－ＰＥＲＬ

ｆ１ Ｍａｘ ８．６３Ｅ＋０１ １．７１Ｅ－０２ １．６１Ｅ＋０４ １．８４Ｅ－０９ ８．９０Ｅ－１０８ ０ ０

Ｍｉｎ １．１２Ｅ＋００ １．５０Ｅ－０３ ４．２２Ｅ＋０３ ２．３５Ｅ－１０ ５．００Ｅ－１２６ ０ ０

Ｍｅａｎ １．２０Ｅ＋０１ ６．０２Ｅ－０３ ９．４１Ｅ＋０３ ８．５３Ｅ－１０ ３．１０Ｅ－１０９ ０ ０

ＳＤ １．７０Ｅ＋０１ ４．０４Ｅ－０３ ３．１０Ｅ＋０３ ４．０１Ｅ－１０ １．６０Ｅ－１０８ ０ ０

ｆ２ Ｍａｘ ４．４１Ｅ＋０４ ５．７８Ｅ＋００ ５．０３Ｅ＋０４ ４．５５Ｅ＋０３ １．５０Ｅ－０６ ０ ０

Ｍｉｎ １．７９Ｅ＋０４ ５．８７Ｅ－０１ ５．６７Ｅ＋０３ １．５６Ｅ＋０３ １．０４Ｅ－０８ ０ ０

Ｍｅａｎ ２．８５Ｅ＋０４ ２．５３Ｅ＋００ １．６９Ｅ＋０４ ３．０２Ｅ＋０３ ３．５４Ｅ－０７ ０ ０

ＳＤ ６．０２Ｅ＋０３ １．３７Ｅ＋００ ９．６６Ｅ＋０３ ７．１５Ｅ＋０２ ３．８９Ｅ－０７ ０ ０

ｆ３ Ｍａｘ ２．９３Ｅ＋０２ ２．９４Ｅ＋０１ １．１９Ｅ＋０３ ３．８６Ｅ＋０１ ２．２７Ｅ－０２ ２．９０Ｅ＋０１ ２．７５Ｅ－０４

Ｍｉｎ １．４６Ｅ＋０１ ２．２２Ｅ＋０１ １．７１Ｅ＋０２ １．７３Ｅ＋０１ ３．５７Ｅ－０４ ２．８９Ｅ＋０１ １．２２Ｅ－０６

Ｍｅａｎ １．５２Ｅ＋０２ ２．５４Ｅ＋０１ ４．３１Ｅ＋０２ ２．３６Ｅ＋０１ ７．４６Ｅ－０３ ２．８９Ｅ＋０１ ４．１２Ｅ－０５

ＳＤ ７．０５Ｅ＋０１ １．４５Ｅ＋００ １．８７Ｅ＋０２ ３．８６Ｅ＋００ ５．９６Ｅ－０３ ３．０５Ｅ－０２ ６．１３Ｅ－０５

ｆ４ Ｍａｘ ２．８９Ｅ＋００ １．１９Ｅ－０１ １．２５Ｅ＋０２ ２．７６Ｅ－０６ ７．０６Ｅ－０２ ０ ０

Ｍｉｎ １．４３Ｅ＋００ １．４０Ｅ－０２ ３．８４Ｅ＋０１ ３．９８Ｅ－０８ ０ ０ ０

Ｍｅａｎ １．８４Ｅ＋００ ３．９９Ｅ－０２ ７．１４Ｅ＋０１ ７．０８Ｅ－０７ ７．５２Ｅ－０３ ０ ０

ＳＤ ３．３３Ｅ－０１ ２．１４Ｅ－０２ １．９３Ｅ＋０１ ７．１４Ｅ－０７ １．４３Ｅ－０２ ０ ０

ｆ５ Ｍａｘ ２．０７Ｅ＋０１ ４．１７Ｅ＋００ ２．００Ｅ＋０１ ２．７２Ｅ－０５ ４．２６Ｅ－１４ ３．５５Ｅ－１５ ０

Ｍｉｎ １．９３Ｅ＋０１ ２．０１Ｅ＋００ １．２２Ｅ＋０１ ９．７５Ｅ－０６ ３．５５Ｅ－１５ ０ ０

Ｍｅａｎ ２．０１Ｅ＋０１ ３．０１Ｅ＋００ １．６７Ｅ＋０１ １．６２Ｅ－０５ １．８４Ｅ－１４ ９．４７Ｅ－１６ ０

ＳＤ ３．２６Ｅ－０１ ５．３５Ｅ－０１ ２．５６Ｅ＋００ ３．５１Ｅ－０６ ８．６６Ｅ－１４ １．５７Ｅ－１５ ０

ｆ６ Ｍａｘ ２．８６Ｅ＋０２ ７．２６Ｅ＋０１ １．９６Ｅ＋０２ １．０４Ｅ－０２ ０ ０ ０

Ｍｉｎ １．５８Ｅ＋０２ ２．５９Ｅ＋０１ １．１８Ｅ＋０２ ２．４９Ｅ－０４ ０ ０ ０

Ｍｅａｎ ２．３３Ｅ＋０２ ４．１９Ｅ＋０１ １．５１Ｅ＋０２ ２．３３Ｅ－０３ ０ ０ ０

ＳＤ ３．１３Ｅ＋０１ １．１８Ｅ＋０１ １．８８Ｅ＋０１ ２．１２Ｅ－０３ ０ ０ ０

ｆ７ Ｍａｘ ７．６０Ｅ＋０３ ８．１５Ｅ＋０３ ９．０６Ｅ＋０３ １．１８Ｅ＋０２ ３．５５Ｅ＋０３ ９．３４Ｅ＋０３ １．２２Ｅ－０３

Ｍｉｎ ４．７２Ｅ＋０３ ４．５６Ｅ＋０３ ６．４１Ｅ＋０３ ３．８２Ｅ－０４ ３．８２Ｅ－０４ ４．０５Ｅ＋０３ ３．８２Ｅ－０４

Ｍｅａｎ ６．１５Ｅ＋０３ ６．２２Ｅ＋０３ ８．１４Ｅ＋０３ ３．９５Ｅ＋００ ２．３７Ｅ＋０２ ８．０８Ｅ＋０３ ４．７２Ｅ－０４

ＳＤ ７．５４Ｅ＋０２ １．０４Ｅ＋０３ ５．５８Ｅ＋０２ ２．１３Ｅ＋０１ ９．０１Ｅ＋０２ １．１５Ｅ＋０３ １．５６Ｅ－０４

ｆ８ Ｍａｘ ４．１０Ｅ＋０１ １．６８Ｅ＋０１ ４．１８Ｅ＋０１ ２．６６Ｅ－０４ ２．８４Ｅ－１４ ０ ０

Ｍｉｎ ３．１６Ｅ＋０１ ７．４６Ｅ＋００ ３．５７Ｅ＋０１ １．１２Ｅ－０４ ０ ０ ０

Ｍｅａｎ ３．６７Ｅ＋０１ １．０７Ｅ＋０１ ３．９２Ｅ＋０１ ２．００Ｅ－０４ １．８９Ｅ－１５ ０ ０

ＳＤ ２．５４Ｅ＋００ ２．０３Ｅ＋００ １．６３Ｅ＋００ ４．４４Ｅ－０５ ６．１７Ｅ－１５ ０ ０

３．４．２　 算法运行时间分析

如图 ３ 所示，本文提出的 ＤＭＰＳＯ－ＰＥＲＬ 算法

在所有基于粒子群改进的对比算法中， 取得 ６ 个

（ ｆ１、 ｆ３ － ｆ７） 最快运算速度，２ 个（ ｆ２ 和 ｆ８） 次快运行

速度。 ＧＡ 在所有算法中运行时间最短，但是其搜

索精度远远不足。
综合而言，本文提出的采用种群熵启动反向学

习策略，能够利用种群熵这一指标衡量粒子的聚散

程度，当陷入局部最优时启动反向学习策略更快跳

出局部最优，在保证算法搜索精度的同时，节省了计

算资源，在一定程度上提升算法的运行效率。
３．４．３　 收敛性能分析

图 ４ 给出 ７ 种算法在 ５０ 维度下的测试函数收

敛曲线。 对于大多数测试函数，ＤＭＰＳＯ－ＰＥＲＬ 算法

的收敛曲线在迭代一开始迅速下降，表明基于狮群

算法的动态多种群划分策略有效提高了算法的搜索
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范围和收敛速度。 在迭代过程中，ＤＭＰＳＯ－ＰＥＲＬ 算

法陷入停滞的次数远少于其他优化算法， 仅在 ｆ３ 出

现了较为明显的停滞。 当函数 ｆ３ 迭代至 ２ ６００ 代左

右时，本文算法快速收敛，表明当启动反向变异策略

后，能快速找到精度更高的解。 在函数 ｆ７ 上，本文算

法在收敛速度和精度上表现最佳，而其余算法收敛

精度不理想，说明本文算法所采用的策略能提高算

法收敛效率。

４　 结束语

针对基本 ＰＳＯ 算法容易陷入局部最优和求解

精度不高等问题，本文研究了不同种群粒子的迭代

机制和迭代后期的搜索需求，提出了一种采用种群

熵启动反向学习动态多种群粒子群算法。 算法借鉴

狮群算法的思想，对粒子进行动态多种群划分以实

施不同的位置更新机制，而通过定义了种群熵作为

启动各维重心反向变异策略的判断条件，提升搜索

后期各子群多样性。 复杂测试函数实验的结果表

明，本文算法比所选同类算法具有更高的求解精度

和更好的稳定性和收敛速度。 下一步将针对算法在

复杂工程模型求解展开应用研究。
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