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基于元学习方法的道路车速预测模型

李子承， 仲　 铭

（南京审计大学 商学院， 南京 ２１００２９）

摘　 要： 准确预测交通道路上的车速，有助于提升交通安全、缓解交通拥挤、促进自动驾驶技术的发展。 针对这一需求，本文

首次将元学习方法应用到道路车速预测这一领域，研究了基于元学习方法的道路车速预测模型。 构建滑动时间窗口，通过 ６
个基础预测器进行初步预测，并用元学习方法给这些预测结果分配一组权值，最终形成组合预测。 在公开的数据集上进行了

实验，结果表明：该元学习器的预测性能优于目前较为先进的基准模型，为道路车速预测模型提供了更好的解决方案。
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０　 引　 言

随着现代城市化的发展，城市交通拥堵问题日

益严重，交通事故愈发严重。 根据 ２０１８ 年《全球道

路安全现状》，全球每年因交通事故受伤者人数超

过 ２ ０００ 万人。 面对严峻的道路交通问题现状，如
果能对每条道路上的车速进行精准预测，不仅对道

路安全起到很好的作用，对交通拥挤与自动驾驶技

术的发展也起到支持作用。
近几十年来，人们在车速预测模型方面的研究

付出了大量的努力。 其模型主要可以分为两大类：
一种是基于车路协同模型法，主要是以微观仿真模

型来描述交通数据的变化；另一种是基于数据驱动

法［１］，其中包括随机预测、浅层学习、深度学习等。
由于前者构建模型成本昂贵，且车辆作为人们日常

出行的交通工具，通常有较为固定的路线和时间规

律，随着时间流逝反映在车速数据上具有规律性的

特征［２］。 在这种情形下，以历史数据建立预测模

型，是更为适合的方法。
传统基于数据驱动的车速预测，大多采用统计

分析和机器学习方法。 早期研究时，参数化方法如

自回归移动平均线（ＡＲＭＡ）、卡尔曼滤波器、自回归

集成移动平均线（ＡＲＩＭＡ）常常被使用。 然而，在不

稳定的交通条件和复杂的道路中，与非参数化相比，
这些方法通常预测性能较差［３－４］。 神经网络（ＮＮ）、
Ｋ－最近邻（ＫＮＮ）、贝叶斯网络（ＢＮ）和支持向量机

是非参数化方法的代表，其没有关于基础模型公式

的假设和估计模型参数的不确定性，预测精度相对

更好。 机器学习方法因为优秀的学习能力与适应

性，所以逐渐在交通预测领域得到了广泛应用。 神

经网络通常用于交通流预测［５］，递归神经网络

（ＲＮＮ）因其短期记忆被广泛用于非线性时间序列

数据的建模。 Ｔａｎｇ 等［６］ 引入了改进的模糊神经网

络（ＦＮＮ），以提高交通流预测的准确性。



混合模型结合了不同方法的优点，进一步提高

了预测精度。 例如，Ｌｉｎｇ 等［７］ 提出了一种结合马特

拉小波和 ＢＰ 神经网络的短期交通预测模型；宋旭

东等［８］提出了基于组合模型的短时交通流预测；肖
宇等［９］提出了基于 ＸＧＢｏｏｓｔ 算法的短时出租车预测

模型，并使用基于贝叶斯优化的方法对超参数方法

进行优化。
根据 Ｗｏｌｐｅｒｔ 等［１０］ 提出的“没有免费午餐”定

理：“不能保证任何方法，无论其多么复杂，对不同

的数据集，总比另一种预测方法表现得更好”。 基

于此观点，在混合模型的基础上，本文进一步提出了

基于元学习方法［１１］的道路车速预测模型，模型使用

６ 个不同的基础预测器，分别对历史数据集进行预

测，元学习器的目标则是确定最佳权重，组合基础预

测器的预测而产生组合预测，以获得最小的预测误

差。

１　 方法论

城市交通道路车速预测的元学习方法主要流程

为：首先定义一组基预测器，以各个基预测器在不同

的交通道路车速时间序列数据样本中的表现作为元

数据；然后用深度学习神经网络对元数据进行学习，
得到将道路车速时间序列数据的特征与基预测模型

的表现联系起来的元知识；最后用所学习到的元知

识来组合基预测模型进行组合预测。
１．１　 基础预测器

根据交通车速时间序列预测问题的特点，将使

用 ６ 个不同的基预测器。 根据各基预测器的特点对

其进行组合，有助于提高元学习组合预测的精度。
基预测器及其各自主要优势见表 １。

表 １　 六个基预测器的不同优势

Ｔａｂｌｅ １　 Ｔｈｅ ｓｔｒｅｎｇｔｈｓ ｏｆ ｓｉｘ ｄｉｆｆｅｒｅｎｃｅ ｂａｓｅ ｐｒｅｄｉｃｔｏｒｓ

模型 优势

整合移动平均自回归模型（Ａｒｉｍａ） 模型简单

支持向量机模型（ＳＶＭ） 鲁棒性较高，优秀的泛化能力

岭回归模型 综合权衡方差与误差

随机森林回归模型 泛化能力强，能够平衡误差

Ｘｇｂｏｏｓｔ 回归模型 正则化项防止过拟合

ＬｉｇｈｔＧＢＭ 回归模型 训练时间快，并行学习，具有处理大数据的能力

１．２　 元学习器

近年来，特征学习已成为机器学习的一个重要

领域，最成功的特征学习框架采用深度神经网络。
其中，卷积神经网络（ＣＮＮ）能够自动挖掘和产生输

入图像或时间序列的深层特征，并对数据平移、缩放

和旋转具有很强的鲁棒性，在计算机视觉、模式识

别、机器学习等问题中表现突出。
本文采用 Ｍａ 等［１２］ 提出的基于双通道卷积神

经网络（ＤＣＣＮＮ）的元学习器，两个通道分别以车速

时间序列 ［ｙｉ，ｔ］ ｔ ＝ １∶ Ｔ 和车速影响因素 ［Ｘ ｉｔ］ ｔ ＝ １∶ Ｔ＋Ｈ 时

间序列构成的多元时间序列为输入。 更正式的表示

为：对于 ｄ 维的多元时间序列输入（或前一层的输

出） ｚ ∈ Ｒｄ×Ｔ， 以及一维滤波器 ｖ ∈ Ｒｓ， 对于步长 ｓ，
输入 ｚ 的时间步长 ｔ 上的卷积运算 Ｃ 定义为式（１）：

Ｃ（ ｔ） ＝ （ｖ∗ｚ） ＝ ∑
ｄ

ｊ ＝ １
∑
ｓ－１

ｉ ＝ ０
ｖｉｚ ｊ，ｔ －ｉ （１）

　 　 两个卷积信道都包含 ３ 个堆叠的时间卷积块，
用作特征提取。 每个卷积块包含卷积层和 ＲｅＬＵ 激

活层 （ＲｅＬＵ（ｕ） ＝ ｍａｘ（０，ｕ））， 前两个卷积块以挤

压和激发层结束。 挤压操作探索各个过滤器聚焦特

征外的上下文信息，通过使用全局平均池生成学习

特征映射的摘要统计信息。 具体而言，卷积层输出

Ｕ 通过时间维度 Ｔ收缩，以计算汇总统计 Ｕ
－
。 Ｕ

－
的第

ｋ 个元素计算公式为式（２）：

ｕ－ ｋ ＝
１
Ｔ∑

Ｔ

ｔ ＝ １
ｕｋ，ｔ （２）

　 　 通过挤压操作获取摘要信息后进行激发操作，
其目的是捕获所学习特征之间的依赖关系。 为了实

现这一点，采用简单的门机制和 ｓｉｇｍｏｉｄ 激活函数，
具体操作见式（３）：

ｑ ＝ σ（ｗ２ＲｅＬＵ（ｗ１Ｕ
－
）） （３）

式中： σ 是 ｓｉｇｍｏｉｄ 激活函数， ｗ１ ∈ Ｒ
Ｋ
ｒ ×Ｋ 与 ｗ２ ∈

ＲＫ× Ｋ
ｒ 是可学习的权重， ｗ１ 为降维层参数， ｗ２ 为增维

层参数， ｒ 是门机制的降维率，可以根据当前输入动

态控制信息流。 最后，模块的输出按式（４）重新压缩：
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ｕ～ ｋ ＝ ｑｋ·ｕｋ （４）
　 　 最后一个时间卷积块后是一个全局平均池化

层，用于减少网络中的参数数量。 利用 ｓｏｆｔｍａｘ 激活

的 ｄｅｎｓｅ 层权值，对Ｍ个预测进行加权求和，生成一

组组合预测，计算公式为式（５）：

ｙ^ｉ，Ｔ＋ｈ ＝ ∑
ｍ

ｗ（ｍ）
ｉ ｙ^（ｍ）

ｉ，Ｔ＋ｈ （５）

　 　 其中， ｙ^（ｍ）
ｉ，Ｔ＋ｈ（ｈ ＝ １：Ｈ，ｍ ＝ １：Ｍ） 是时间序列 ｉ在

时间步 ｈ 上从第 ｍ 个基预测器产生的预测值，ｗ 是

从 ｓｏｆｔｍａｘ 层输出的组合权重，满足∑
ｍ
ｗ ｉ

（ｍ） ＝ １。

组合预测使用比例均方误差 （ＳＭＳＥ） 损失函数进

行评估，其定义为式（６）：

Ｌ（θ） ＝ １
Ｎ∑

Ｎ

ｉ ＝ １

１
Ｈ∑

Ｈ

ｈ ＝ １
（ ｙ^ｉ，Ｔ＋ｈ（θ） － ｙｉ，Ｔ＋ｈ） ２

Ｓｉ
（６）

　 　 其中， θ表示网络中的所有参数，Ｓｉ 是Ｍ个基预

测器的均方误差值，其具体定义为式（７）：

Ｓｉ ＝
１
ＭＨ∑

Ｍ

ｍ ＝ １
∑
Ｈ

ｈ ＝ １
（ ｙ^（ｍ）

ｉ，Ｔ＋ｈ － ｙｉ，Ｔ＋ｈ） ２ （７）

２　 实验结果分析

２．１　 数据集来源

本文实验评估预测性能选取了洛杉矶公路这一

份知名的公开数据集，该数据集是在高速公路上收

集的通过环路探测器实时监测洛杉矶各个道路的情

况。 时间跨度为 ７ 天，共有 ２０７ 个探测器，根据固定

频率汇总交通速度，时间步长为 ３０ 分钟。
本文使用一个 １１２ 小时宽的固定滚动窗口进行

估计和预测。 每 ４ 小时向前移动一次窗口，在

１６８ 小时的数据样本中生成 １５ 个数据槽。 前 １０ 个

数据槽用作元学习的训练数据，后 ５ 个数据槽用于

测试元学习器的预测性能。 对于每个时段的数据，
前 １０８ 小时的数据用于训练基础预测器，后 ４ 小时

的数据用于评估基础预测器的表现；使用“插值方

式”对缺失值进行预处理。
２．２　 预测基准

除了使用 ６ 个基预测器作为预测基准模型，本
文还设计了 ３ 种广泛使用的组合预测方法作为基

准，以更好地评估元学习方法的预测表现。
（１）等权重组合（Ｅ１）：使用算术平均值对所有

基预测器的预测进行简单平均。
（２）加权线性组合（Ｅ２）：权重根据基预测器在

训练数据上的表现，通过 ｓｏｆｔｍａｘ 函数进行加权。
（３）基预测器选择后的等效权重组合（Ｅ３）：根

据其在训练数据上的表现，选择最优的 ４ 个基预测

器，采用等价权重法对所选基预测器的预测进行组

合。
２．３　 评价指标

恰当的评价指标有利于准确直观地反映模型的

预测效果。本文使用平均绝对误差（ＭＡＥ） 与对称平

均绝对百分比误差（ ｓＭＡＰＥ） 两种误差度量来衡量

模型的预测性能，其计算公式为：

ＭＡＥ ＝ １
ＮＨ∑

Ｎ

ｉ ＝ １
∑
Ｔ＋Ｈ

ｈ ＝ Ｔ＋１
｜ ｙｉｈ － ｙ^ｉｈ ｜ （８）

ｓＭＡＰＥ ＝ １
ＮＨ∑

Ｎ

ｉ ＝ １
∑
Ｔ＋Ｈ

ｈ ＝ Ｔ＋１

ｙｉｈ － ｙ^ｉｈ

ｙｉｈ ＋ ｙ^ｉｈ

（９）

　 　 其中， ｙ^ｉｈ 是预测期 ｈ中第 ｉ个预测值；ｙｉｈ 是对应

的真实值；Ｎ 是样本中的数量。
２．４　 结果分析

洛杉矶公路数据集的基预测器在测试期间的预

测表现见表 ２。 表中模型后面的数字表示使用道路

速度时间序列滞后的阶数。 从表 ２ 中可以看出，若
为每条道路序列进行单独建模，即独立预测每一条

道路上车速的基预测器（Ａｒｉｍａ、ＳＶＭ、Ｒｉｄｇｅ），效果

不如使用所有道路序列一起训练的全局预测模型。
显然，在道路车速预测方面，使用全局预测模型会取

得更好的预测精度；此外，在车速预测方面，６ 个基

预测器中，Ｌｇｂ 回归模型表现出了最高的预测精度，
而 Ａｒｉｍａ 表现最差。
　 　 表 ３ 与图 １ 展示了数据集的组合预测（Ｅ１，Ｅ２，
Ｅ３）以及元学习器（Ｍｅｔａ）在测试期间的预测表现，
并将基预测器中表现最好的 Ｌｇｂ 回归模型当作基模

型进行对比。 结果表明，元学习器的预测精度明显

优于基预测器以及 ３ 个组合预测。
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图 １　 元学习器与组合预测 ｓＭＡＰＥ 对比

Ｆｉｇ． １ 　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｓＭＡＰＥ ｂｅｔｗｅｅｎ Ｍｅｔａ － ｌｅａｒｎｅｒ ａｎｄ
ｃｏｍｂｉｎｅｄ ｐｒｅｄｉｃｔｉｏｎ

４６１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １４ 卷　



表 ２　 基础预测器在测试集的预测表现

Ｔａｂｌｅ ２　 Ｐｒｅｄｉｃｔｉｏｎ ｐｅｒｆｏｒｍａｎｃｅ ｏｆ ｔｈｅ ｂａｓｅ ｐｒｅｄｉｃｔｏｒ ｏｎ ｔｈｅ ｔｅｓｔ ｓｅｔ

模型
３０ ｍｉｎ

ｓＭＡＰＥ ＭＡＥ

６０ ｍｉｎ

ｓＭＡＰＥ ＭＡＥ

２４０ ｍｉｎ

ｓＭＡＰＥ ＭＡＥ

平均

ｓＭＡＰＥ ＭＡＥ

Ａｒｉｍａ ６．２３０ ５．９８１ １０．５０３ １０．４１１ １２．０５１ １０．０６０ ９．７５５ ９．１１６

ＳＶＭ－１ ３．９７１ ３．３８３ ８．０７２ ７．０４２ ８．７７３ ８．２７２ ７．５０４ ６．７１０

ＳＶＭ－３ ４．０００ ３．３６４ ８．１００ ７．０８４ ８．６３８ ８．１１７ ７．４９６ ６．６８８

Ｒｉｄｇｅ１ ４．３２０ ３．５９９ ８．３３７ ７．３５８ ９．４２９ ８．９８０ ７．９３４ ７．１２８

Ｒｉｄｇｅ３ ４．０６９ ３．３８６ ８．１８５ ７．１９０ ９．５４１ ９．１１５ ７．８３２ ７．０３１

Ｒｆ－３ ４．３３５ ３．６６１ ８．３８６ ７．４７３ ８．３８７ ７．７９６ ７．６８３ ６．８９２

Ｒｆ－７ ４．２２４ ３．５８０ ８．２０７ ８．２０７ ８．３１５ ８．３１７ ７．５８７ ７．５８７

Ｘｇｂ－３ ４．２７６ ３．５７５ ８．１６９ ７．２３３ ８．０７４ ７．４１２ ７．４４８ ６．６２７

Ｘｇｂ－７ ４．０７１ ３．３７７ ７．８９９ ６．９５４ ８．１１４ ７．４８５ ７．３２１ ６．４９４

Ｌｇｂ－３ ４．０９３ ３．３９６ ８．２１５ ７．２４７ ８．０４２ ７．３９８ ７．４２１ ６．５８１

Ｌｇｂ－７ ３．８９５ ３．２６１ ７．８８５ ６．９２５ ８．０８７ ７．４５０ ７．２７７ ６．４５８

表 ３　 三个组合基准模型和元学习器的预测性能

Ｔａｂｌｅ ３　 Ｐｒｅｄｉｃｔｉｏｎ ｐｅｒｆｏｒｍａｎｃｅ ｏｆ ｔｈｒｅｅ ｃｏｍｂｉｎｅｄ ｂｅｎｃｈｍａｒｋ ｍｏｄｅｌｓ ａｎｄ Ｍｅｔａ－ｌｅａｒｎｅｒ

模型
３０ ｍｉｎ

ｓＭＡＰＥ ＭＡＥ

６０ ｍｉｎ

ｓＭＡＰＥ ＭＡＥ

２４０ ｍｉｎ

ｓＭＡＰＥ ＭＡＥ

平均

ｓＭＡＰＥ ＭＡＥ

Ｍｅｔａ ３．５７９ ３．１１５ ７．８８１ ６．８１０ ８．００１ ７．２１１ ６．７７１ ６．２１５

Ｅ１ ３．８７２ ３．２１９ ８．２１８ ６．８１９ ８．３６７ ７．２２５ ７．９９１ ６．３４１

Ｅ２ ３．９１３ ３．２３４ ８．２０１ ６．８３３ ８．３５６ ７．３１３ ７．８７９ ６．３９９

Ｅ３ ４．０１１ ３．３０１ ８．２０９ ６．９２５ ８．４４１ ７．２９９ ７．９８３ ６．４５４

Ｌｇｂ－７ ３．８９５ ３．２６１ ７．８８５ ６．９２５ ８．０８７ ７．４５０ ７．２７７ ６．４５８

３　 结束语

本文利用一个真实世界交通道路车速的历史数据，
首次对元学习方法在车速预测方面进行了应用。 该方

法使用一种基于卷积神经网络的元学习器，采用有监

督学习方法从道路车速时间序列及其影响因素中自动

提取特征，并使用混合的基预测器。 通过与多个时间

序列预测方法在车速预测方面的对比实验表明，元学

习方法在预测道路车速方面表现出了更高的性能。
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